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Abstrakt

Praca za zaoberd prediktivnym riadenim s fuzzy modelom. Predmetom riadenia je

prietokovy chemicky reaktor. V reaktore sa odohravajii dve exotermické paralelné reakcie:
A—>B
A—C

Nelinearny model reaktora pouzijeme na ziskanie udajov pre navrh fuzzy modelov. Treba
navrhnat' taky fuzzy model, ktory opisuje spravanie sa chemického reaktora. Stratégia

riadenia je zaloZzend na kombinacii prediktivneho regulatora a fuzzy modelu.



Abstract

This work deals with predictive control with fuzzy model. The object of control is

continued stir tank reactor. Two parallel exothermic reactions take place in the reactor:
k
A——>B
k
A—-C

Non-linear model of reactor will be used to obtain data for designing of fuzzy models. It is
necessary to find fuzzy model, that describes behaving of continued stirred tank reactor the
most precisely. Strategy of controlling is based on a combination of predictive controller

and fuzzy model.
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Uvod

Uvod

Prediktivne metody riadenia predstavuju v sucasnosti velku skupinu modernych
metod riadenia s Coraz vacsim poctom aplikacii. Tieto regulatory sa ¢asto krat pouzivaju pri
riadeni procesov, ktoré st neminimalne fazové, nestabilné a pre mnohorozmerové procesy

s dopravnym oneskorenim.

Pod pojmom prediktivne riadenie chapeme triedu metdd riadenia, ktoré
matematicky model systému pouzivaju na predikciu budiceho riadeného vystupu systému.
Vypocet postupnosti buducich riadiacich zdsahov zahffia minimalizaciu vhodnej ucelovej

funkcie s buducimi trajektoriami prirastku riadenia a regulacnej odchylky.

Jednou z mozZnosti ako odvodit’ fuzzy model je metéda Adaptive Neuro Fuzzy
Inference Systém (ANFIS metoda). Podstatou tejto metody je neuro — adaptivny proces
ucenia, na zaklade ktorého mozno znameranych udajov odvodit' parametre funkcii

prislusnosti a extrahovat’ bazu pravidiel, ktoré pouzijeme na navrh fuzzy modelu.

Ciel'om tejto prace je navrhnut’ prediktivne riadenie s fuzzy modelom. Predmetom
riadenia je prietokovy chemicky reaktor s dvoma exotermickymi paralelnymi reakciami.
Nelinearny model reaktora je pouzity na ziskanie udajov pre navrh fuzzy modelu, na ktory
je aplikovany prikaz anfis. Na inicializaciu fuzzy systému su pouzité prikazy genfisl
a genifs2. Je potrebné navrhnit taky fuzzy model, sjednym a dvoma vstupmi, ktory
opisuje spravanie sa chemického reaktora. Pri prediktivnom riadeni je mozné uvazovat
obmedzenia na vstupné avystupné veliCiny priamo pri navrhu regulatora, ktoré su
vysledkom analyzy chemického reaktora. Prediktivne riadenie pomocou fuzzy modelov
bude porovnané s prediktivnym riadenim s modelom reaktora v tvare s-funkcie, ktora

zéaroven predstavuje riadeny proces.



Teoreticka Cast’ Prediktivne metody riadenia

1 Prediktivne metody riadenia

Prediktivne metddy riadenia predstavuju v sucasnosti velka skupinu modernych
metdd riadenia s Coraz vac¢Sim poctom aplikacii.

Vroku 1987 Clarke so svojimi spolocnikmi prvykrat predstavil prediktivne
riadenie, avSak uz v roku 1970 ho prvykrat uspesne pouzili pri riadeni chemického procesu.
Po tomto obdobi sa prediktivne regulatory castejSie pouzivali pri riadeni procesov, pretoze
su aplikovate'né na neminimalne fazové, nestabilné a pre mnoho - rozmerové procesy
s dopravnym oneskorenim [14].

Pod pojmom prediktivne riadenie rozumieme triedu metdd riadenia, ktoré spajaju
urcité spolocné Crty :

* matematicky model riadenia systému je pouZzity na predikciu budiceho riadeného
vystupu systému,

* je znama trajektoria ziadanej veli¢iny do buducnosti,

= vypocet postupnosti buducich riadiacich zasahov zahffia minimalizaciu vhodnej
ucelovej funkcie s buducimi trajektoriami prirastku riadenia a regulacnej odchylky,

» iba prvy akény zéasah je realizovany a cely postup minimalizdcie funkcionalu sa
opakuje v d’alSej peridde vzorkovania.

Algoritmy prediktivneho riadenia st pri riadeni procesov mnohostranne pouzitelné

a robustné. Kvalita riadenia je obvykle vyssia ako u PID regulatorov [9].

1.1 Princip prediktivneho riadenia

Model procesu je pouzity na predikciu buduicich vystupov procesu. V kazdom
kroku K je potrebné vyriesit’ problém optimalizacie (obr.1.1) [5]. Predikcie st vypocitané
vzhladom k informéaciam dostupnym do Casu Ka tiez vzhladom k nezname;j trajektorii
akénych zasahov, ktoré treba urcit. Trajektoria buducich akénych zasahov je urcena
z rieSenia optimaliza¢ného problému, obsahujuceho vhodnu tcelova funkciu a obmedzenia.
Ugelova funkcia, zalozena na  predikcii vystupov cez predikény horizont P, je

minimalizovana ak¢nou veli¢inou, pohybujlicou sa v horizonte M. Hoci v predoslom kroku

10
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bola pocitana cela trajektoria akénych zasahov, iba prvy ¢len u(k) je aplikovany do procesu.
V dalsej peridde vzorkovania je cely postup opakovany. Tento princip je znamy ako

stratégia pohyblivého horizontu [5], [9].
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Obr. 1.1 Princip prediktivneho riadenia
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1.2 Model riadenia

Pri prediktivnom riadeni je pre vypocet predikcie buducej vystupnej trajektorie
potrebny model procesu.
Jedna zvyhod prediktivneho riadenia je moznost pouzit l'ubovolny model procesu.
Pouzivany model musi dostato¢ne vystihnut dynamické vlastnosti procesu. Ako model
moéze byt pouzita impulzné funkcia, prechodova funkcia, prenosova funkcia ¢i stavovy
opis.
V sucasnosti sa Casto pouzivaju aj iné typy modelov, napriklad neurénové siete ¢i fuzzy
opisy. V tomto pripade je model alebo pouzivany priamo, alebo st nim iba generované

niektoré charakteristiky procesu [9].

1.3 Neuronové prediktivne riadenia ( Neural Generalized Predictive

Control )

Pri riadeni nelinedrneho modelu moézeme predikciu budiceho riadeného vystupu
vylepsit’, ak namiesto nelinearneho dynamického modelu pouzijeme model navrhnuty na

zéklade neuronovej sieti [14].

x'm(n‘I: Cost Function |, 5 : Plant
L ym(n) st uncuon |, : Vo)
(n) —m Reference ; Mimmization |
MvIodel . (Ccenpp | 0000f L.ITTTooo ..
: F, = ;

Neural :
Plant ';I'EI:HJ:
Model ¥

' NGPC algorithm

Obr. 1.2 Prediktivny regulator
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Schéma sa sklada zo Styroch cCasti : riadeny proces, referencny model, ktory Specifikuje
pozadovany vykon procesu, neurdénova siet, ktorda modeluje proces a algoritmus
minimalizacie ucelovej funkcie.

Prediktivny reguldtor mozeme rozdelit na dva bloky. Prvym blokom je
minimalizacia ucelovej funkcii (CFM blok) a druhym je neurénova siet’. Systém riadenia sa
zaCina vstupnym signalom r(n), vstupujucim do referenéného modelu. Tento model
produkuje referen¢ny signal ym(n) pre vstup do CFM bloku. CFM algoritmus produkuje
vystup, ktory je vstupom bud’ do procesu, alebo ako vstup do modelu procesu.
Dvojpolohovy prepina¢ sa prepne na proces iba vtedy, ak blok CFM uspesne vyriesil
optimalizaciu ucelovej funkcie. Do toho Casu je prepinac¢ prepnuty na model procesu,
pretoze algoritmus CFM ho pouziva na vypocet postupnosti riadiacich zasahov u(n+1) .
Princip prediktivneho riadenia je nasledovny [14]:

1. generovanie trajektorie zZiadanej veliCiny, ak trajektoria ziadanej veliiny nie je
znama ym(n), najCastejsie sa uvazuje konstantna a rovna aktualnej Ziadanej veli¢ine,
2. vypocet postupnosti predchadzajucich riadiacich vstupnych zasahov a predikcia
procesu,
vypocet nového riadiaceho vstupu, ktory minimalizuje ucelova funkciu,
opakovanie bodov 2 a 3 pokial’ pozadovand minimalizacia nie je dosiahnuta,

odoslanie prvého riadiaceho vstupu do procesu,

S vk W

opakovanie celého postupu pre kazdy ¢asovy okamih.

1.4 Uéelova funkcia

Standardna ucelova funkcia obsahuje kvadratické &leny regulaénej odchylky

a prirastkov riadenia na kone¢nom horizonte do budtcnosti [14],

N,

3= [ymn+ jy-yn(n+ HF +3 AHlaum+ I (14.1)

j:Nl j=1
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kde :

ym je trajektoria ziadanej veliiny,

yn je vystup j krokov, predikovany v buducnosti vzhl'adom k informaciam dostupnym do
Casuk ,

Au je postupnost’ buducich prirastkov riadenia, ktoré maju byt’ vypocitané,

N1 je minimalny horizont ,

N je maximalny horizont ,

Ny je riadiaci horizont ,

A je penaliza¢ny faktor riadenia.

N; a N urCuji interval v budicnosti, kedy je potrebné sledovat’ trajektoriu ziadanej
veli¢iny. Hodnoty N1 a Ny je potrebné zvolit’ tak, aby ich hranica bola mensia alebo rovna
N2. N1 sa voli minimalne Tg+1, kde Ty je pribliznd hodnota dopravného oneskorenia
procesu. Tymto sposobom sa moézeme vyhnit problémom sneminimalne fazovymi
procesmi. Hodnota Ny by mala pokryvat dolezita cCast' prechodovej charakteristiky
Obycajne sa voli porovnatelna s Casom Tgo, Co je Cas, za ktory vystup prejde z 10% na 90%
svojej ustalenej hodnoty.

Druhé strana ucelovej funkcie obsahuje aj penalizany faktor riadenia, ktory je potrebny na
kontrolovanie rovnovahy medzi dvoma stctami. Faktor A vystupuje ako tlmi¢ na predikciu

u(n+1). Vyuzitie riadiaceho horizontu Ny znizuje vypoétovi naro¢nost’ metody [9], [14].

1.5 Optimalizacia Gcelovej funkcie

Prediktivne riadenie je zalozené na optimalizacii Gcelovej funkcie v bloku CFM.
V tomto bloku sa minimalizuje G&elova funkcia vzhladom na [u(n+1),u(n+2),....u(n+Ny)]",
ktort oznacujeme U. Tato problematika je rieSena nastavenim Jacobiana ucelovej funkcie
(1.5.1) na nulu. Ako CFM algoritmus sa pouziva Newton - Raphsonovu metéda, pomocou
ktorej je J iteratne minimalizovana funkcia, aby sa urcilo ¢o najlepsie U. Pre kazdu iteraciu

z J(K) je vygenerovany aj riadiaci vstup U(K):

14
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u(n+1)

U (k)= u(n:+ 2)

u(n+N,)

Pre U(k+1) ma Newton-Raphson pravidlo tvar :

0°J
ou’

U<k+1)=U<k>—( (k)j j—j(k)

kde Jacobian je:

aJ
a—‘](k)— 8u(r1+1)
U A

oun+N,)

a Hessian predstavuje :

_ 0"
523 ou(n+1)° ou(n+1)ou(n+N,)
k)= : :
w7 0" L
ou(n+N,)ou, (n+1) ou(n+N,)’

(1.5.1)

(1.5.2)

(1.5.3)

(1.5.4)

Priame vyriesenie rovnice (1.5.2) vyzaduje inverzni Hessovu maticu. Tento vypocet je

vel'mi naro¢ny, preto rovnicu (1.5.2) je potrebné prepisat’ do tvaru linedrnych rovnic

Ax = b. Vysledok je nasledovny :

0%J
ou?

(KU k+D-U(k) = —%(k)

15
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Z rovnice (1.5.5) sa daja vyjadrit’ ¢leny A, b a x:

0%

5 =A (1.5.6)
6]

-5 k0=b (1.5.7)

UK+1)-U(K)=x (1.5.8)

Rovnicu (1.5.2) v tejto forme je mozné velmi jednoducho vyriesit’ ako sustavu linearnych
rovnic. Po vypocitani hodnoty x je d’alsim krokom rovnice (1.5.8) vypocet U(k+1). Tento
postup je opakovany, pokial’ rozdiel medzi jednotlivymi hodnotami U(k+1) nie je mensi
ako hodnota ¢. Pri rieSeni x je potrebné pre kazdu Newton — Rhapson iteraciu vypocitat’

prvky Jacobiana a Hessiana. V rovnici (1.5.9) je zndzorneny h-ty prvok Jacobiana.

J & : _qoyn(n+ j)
—=-2 m(n+ j)-yn(n+ j)|——=
ou(n+h) §l[y (n+ 1) =yn( J)] ou(n+h) (15.9)
N \OAU(N + j) .
+2> A(plAauln+ j)|——————=
; (Dlau(n+ j)] uneh
Clen oaun+J) mdzeme rozsirit pomocou Kroneckerovych delta funkcii
ou(n+h)
oun+j) ou(n—1+j) = 5(h. )= 5(h, j-1) (1.5.10)

ou(n+h)  ou(n+h)

V rovnici (1.5.11) je znazorneny Hessian pre m a h prvok.

0*J LG Jon(+ joyn(n+j)  d*yn(n+ j) L .
ou(n+mjou(n + h) _ZJ-ZN:{au(n+m) ou(n+h) ou(n+m)ou(n+h) ymm-+ 3 yn(n+1)]}
+2i/1(j){aAu(n+ j) 8AU(n + j)+Au(n+ 0 o’ Au(n + j) }
= ou(n+m) ou(n+h) ou(n+m)ou(n + h)

(1.5.11)
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Kdeh=1,.. Nyam=1,... N,
V tomto pripade je mozné vyuzit poznatky z delta funkcie, ¢im sa ziska rozsirenie v rovnici

(1.5.12).

oAu(n+ j) AuU(n+ j)
ou(n+h) ou(n+m)

=(6(h, ))=o(h, j=1)(6(m, ) —6(m, j - 1)) (1.5.12)

Posledny prvok rovnice (1.5.12) je na vyhodnotenie U(k+1). Je potrebny na vypocet d’alej

derivovaného vystupu yn(n+j) [14].

1.6 Struktira neurénovej siete

V bloku NGPC je modelom procesu neurénova siet. Blokovd schéma trénovania
neurdénovej siete na modelovanie procesu je znazornena na obr.1.3 [14]. Neurdnova siet’
a proces majui rovnaky vstup u(n), okrem tohto vstupu ma neurénova siet’ aj d’alsi vstup,
ktorym moéze byt vystup z procesu y(n) alebo vystup z neurdénovej siete yn(n). Zvolenie
vstupu zavisi od procesu a aplikacii. Tento vstup pomaha sieti so stabilizaciou nestabilnych
systémov. Trénovanie siete je nastavené tak, aby stbor vstupov produkoval pozadovany
stbor vystupov. Je vytvorena odchylka medzi odozvami siete yn(n) a procesu y(n). Tato
odchylka je pouzivanad na aktualizaciu vahy zo siete pocas trénovania. Druhym vstupom

yn(n) bude dovtedy, kym odchylka nie je redukovana na pozadovanu troven [6], [14].

].ll:ﬂ) » ) P].-ﬂﬂr L } }r(n)
1
z
h
Weural Net |,
Modelof T
2 Plant o(n)

Obr.1.3. Blokova schéma trénovania neuronove;j siete
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Na obr.1.4 [14] je zobrazend mnohovrstvova doprednd neurdénova siet’ so Struktirou
Casového oneskorenia. V tomto pripade su vstupy do siete zostavené z externych vstupov
u(n) a y(n-1) a ich zodpovedajtcich oneskorenych uzlov u(n-1), . . ., u(n-ng), ay(n-2), ...,
y(n-dg). Parametre ny a dgq predstavuju pocet oneskorenych uzlov. Namiesto vstupu y(n-1)
by mohol byt vstupom aj yn(n-1) a jeho oneskorené hodnoty. Siet’ ma jednu skryta vrstvu
obsahujucu niekolko skrytych uzlov, ktoré pouzivaju vseobecnu vystupnu funkciu fj.

Vystupny uzol pouziva linearnu vystupna funkciu [14].

uln) u(n-1) u(n-m,) ¥(n-1) ¥in-2) ¥(n-d,)

yn(n)

Obr. 1.4. Mnohovrstvova doprednéa neurénova siet’

1.7 Predikcia s pouZitim neurdnovej siete

NGPC algoritmus pouziva vystup modelu procesu na predikciu dynamiky procesu
k P'ubovol'nému vstupu od ¢asu n do ¢asu n+k. Toto sa dosiahne pouzitim rovnice ¢asového
posunu ak, ¢im sa ziskaju rovnice (1.7.1) a (1.7.2). Rovnica (1.7.1) je matematickym
vyjadrenim obrdzku z predoslej kapitoly( obr.1.4) .

hid

yn(n+k) = {w, f, (net, (n+k)y)}+b (1.7.1)
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g un+k—-1) ,k—N
t, k)= i

i=0

min(k,dy) dy

+ Z:(Wj,nd +i+l yn(n +k - I)) + Z:(Wj,nd +i+1 y(n +k— I)) (1 72)

i=k+1

+b i

Zlozitost nastava vtedy, ak sa vezmu do tvahy ucelova funkcia a rekurzivna
vlastnost’ predikcie. Prvy stcet rozdeli vstup na dve Casti reprezentované podmienkami.
Podmienka k-N, < i vedie predchadzajice buduce hodnoty u az do u(n+Nu-1). Podmienka
k-Ny > i stavia vstupy od u(n+N,) do u(n+k) rovnym u(n+N,). Druha podmienka nastane
iba v pripade ak N > N,. Dal§i stéet v rovnice (1.7.2) riadi rekurzivnu &ast’ predikcie. Toto
spatne viaze vystup siete, yn, po K alebo dgq podla toho, ktora hodnota je mensia. Posledny
¢len rovnice (1.7.2) riadi predchadzajuce hodnoty y.

Nasledujuci priklad graficky reprezentuje predikciu s pouzitim neurdnovej siete.
Predpokladame neuronova siet’ s dvoma skrytymi uzlami (hyg = 2) a s jednym vystupom. Na
vstupe je u(n) ajeho dva predchadzajuce vstupy (ng = 2) atri predchadzajice vystupy
(d¢g = 3). Predpokladame dvojstupniovi predikciu, neurénova siet’ potrebuje predikciu
vystupu v ¢ase N+1 a v ¢ase n+2. Tento priklad je zndzorneny na obr.1.5 [14]. Na obrazku
vidime predikciu procesu pre k = 2. Aby sme dostali vystup yn(n+2), je potrebné na vstupe
zaviest’ U(n+1) a u(n+2). Predikcia je odstartovana v ¢ase n s pociato¢nymi podmienkami
[u(n) u(n-1) 1 a [ y(n) y(n-1) y(n-2)] a odhadovanym vstupom u(n+1). Vystup z tohto
procesu je yn(n+1), ktory sa vracia spat’ do neurénovej sicte na d’al$iu predikciu. Po

opakovani procesu na vystupe dostaneme yn(n+2) [14].
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Obr.1.5. Predikcia

1.8 Navrh prediktivneho regulatora pomocou Matlab

Prediktivny regulator na zaklade neurénovej siete je realizovany v Neural Network
Toolbox, ktory na predikciu budiceho riadeného vystupu pouziva ako model neurénovi
siet’ a nelinearny proces [6].

Prvym krokom v modeli prediktivneho regulatora je urCenie neurénovej siete, tento
krok nazyvame identifikdciou systému. V dalSom kroku model procesu je pouzity na

predikciu buducich vystupov procesu.
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1.8.1  Identifikacia systému

Prvym stupiiom modelovania prediktivneho reguldtora je trénovanie neurdnovej
siete na urcenie dynamiky procesu. Odchylka medzi vystupom procesu a neurdnove;j siete

je pouzivana na trénovanie signalu neurénovej siete. Tento proces reprezentuje obr.1.6 [6].

23 :!"I_;'_:-
E— Plant -
N ! Network
cural Networ ) !\+
Model SR
Y T
ry i Error
Learning
Algorithm

Obr.1.6. Blokova schéma trénovania v Matlab

Model neurénovej siete na urCenie budlcich vystupov procesu pouziva

predchadzajice vstupy a vystupy z procesu. Struktira neurénovej siete je znazornené na
obr. 1.7 [6].

Inputs Layer 1
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y N T y
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d | TOL ™ TV Ym(t+1)
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1— B
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Obr.1.7. Struktiira neurénovej siete pri predikeii
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1.8.2 Pediktivne riadenie

Nasledujuca blokova schéma (obr.1.8) ilustruje proces prediktivneho riadenia.
Regulator sa skladd zmodelu neurdnovej siete azoptimalizatného bloku. Blok
optimalizacie minimalizuje ucelovl funkciu, tym urcuje hodnoty u’. Pri minimalizécii

dosiahnuty optimalny u je vstupom do procesu [6].

,-/—F Controller _H\,

. K
I
Y ” Y |
B . Meural I
—— | Optimization Metwork -
L hodel
——---"‘/I
u s
- Plant -

Obr. 1.8. Blokova schéma prediktivneho regulatora
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2 Fuzzy logika

2.1 Uvod do fuzzy logiky

Fuzzy logika si ziskala popularitu koncom osemdesiatych ana zaciatku
devétdesiatych rokov, vtedy v Japonsku uviedli prvé aplikdcie pomocou fuzzy logiky.
Najuspesnejsie aplikacie su v riadeni a v regulacii, existuji vSak aplikacie v rozpoznavani

obrazov , klasifikacii, rozhodovani a v d’alSich oblastiach [11].

Vsetky udaje, ktoré pocitace prijimaju, spracivajui, uchovavaju aj produkuju, st
v kone¢nom désledku iba &isla. Clovek sa viak mélokedy vyjadruje v presnych pojmoch —
jeho vyjadrovanie je asto nepresné. Preto by bolo vyhodné, aby pocitac¢ vedel spracovavat

neurcité udaje, aby vedel pouzit’ kvalitativne pojmy namiesto kvantitativneho popisu [7].

Fuzzy logika, zalozena na tedrii fuzzy mnozin a pravdepodobnosti, bola vyvinuta na
aproximativnu reprezentaciu ausudzovanie snepresnymi informaciami Casto sa
vyskytujicimi v realnom svete, ¢o sa odraza v prirodzenom jazyku. Zakladnou prednostou
fuzzy logiky je schopnost matematicky podchytit’ informacie vyjadrené slovne. Cize
umoziuje pracovat’ s nejednoznaénymi pojmami, ¢asto pouzivanymi v l'udskej reci. Fuzzy

k(19

logika umoziuje pocitacu ,,pochopit™, ¢o znamena ,,vel'a, malo, vysoky ...“, na zdklade
porovnania. Prednostou tejto technologie je aj vyhladavanie informacii na zéklade
nepresnych alebo neuplnych udajov aj s moznost'ou najst chybne ulozené informacie.
Fuzzy logika bola uspesne aplikovana vo viacerych oblastiach, ako expertné systémy,
ziskavanie a spajanie znalosti, robenie rozhodnuti, ziskavanie informacii, a d’alSie [12]

V ramci fuzzy logiky sa zaoberdme zdkladnou tedriou fuzzy mnozin, logickych

operacii s fuzzy premennymi ako aj priblizenim lingvistickych premennych.
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2.2 Fuzzy mnoziny

Pod pojmom fuzzy mnoziny sa zvy€ajne rozumie matematicky aparat, ktory
definuje samotny pojem fuzzy mnoziny a operacie, ktoré mozno s fuzzy mnozinami robit’.

Fuzzy mnoziny st zovSeobecnenim klasickych mnozin.

Ak uvazujeme o klasickych mnozinach, mézeme o kazdom prvku x rozhodnit, ze
do mnoziny A bud’ patri (1) alebo nepatri (0). Prislusnost’ prvku x do fuzzy mnoziny
A udava hodnotu funkcie prislusnosti, ktora moéze nadobudat’ hodnoty z intervalu (0;1). Je
potrebné rozlisit’, ze nejde o pravdepodobnost’, s ktorou prvok patri do fuzzy mnoziny, ale
skor o silu, s ktorou do nej patri. Ak charakteristicka funkcia nadobuda hodnoty 0 alebo 1,
vtedy hovorime o ostrych mnozindch. Ked charakteristickd funkcia vyjadruje stupen,
s akym prvok do mnoziny patri, tak tieto mnoziny nazyvame neostré¢ — fuzzy mnoziny [7].

Zakladnym problémom pri Specifikacii fuzzy mnoziny je urCenie jej funkcie
prislusnosti. Pri formulacii funkcie prislusnosti uvazovanej fuzzy mnoziny vyuzivame

slovné popisy (lingvistické termy), uvadzané zvyc€ajne expertom v danej oblasti zdujmu.

Kvoli lepSiemu porozumeniu jednotlivych vyrazov, ktoré boli uvedené ,uvadzam
priklad (obr 2.1). Ako podklad mi sluzil ¢lanok od Jozefa Babjaka s ndzvom Ako pracuju
fuzzy systémy [1]. Majme jeden pojem (tzv. lingvistickil premennt1) rychlost’ (speed), ktora
chceme popisat tromi kvalitativnymi pojmami (tzv. lingvistickymi hodnotami): slow,
middle a fast. Chceme teda prvok z mnoziny rychlosti zaradit’ do troch mnoZzin, pricom
hranice medzi tymito mnozinami nie su ostré - preto si to fuzzy mnoziny. Kazda z tychto
mnozin je definovana svojou funkciou prislusnosti (FP), tak ako je zndzornené na obrazku.
Pre rychlost’ 40km/hod mézeme vidiet,, ze jej prislusnost’ do fuzzy mnoziny "slow" je 0,75,
prislusnost’ do fuzzy mnoziny "middle" je 0,25 a prisluSnost’ do fuzzy mnoziny "fast" je 0

[1].
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FP i

slow middle fast

0,25

Q 40 speed

Obr.2.1 Funkcie prislusnosti

Premennd rychlost’ méa definované tri hodnoty, ktoré predstavuju tri rézne fuzzy
mnoziny definované tromi réznymi lichobeznikovymi funkciami prislusnosti, ktorych
hodnoty st na zvislej osi. Funkcie prislusnosti pre jednotlivé fuzzy premenné st navzajom
farebne odliSené. Sucet hodndt funkcii prislusnosti v kazdom bode je rovny jednej; pokial
su funkcie prislusnosti definované tymto spéosobom, hovorime, ze tvoria tzv. fuzzy particiu.
Maximalny pocet funkcii prislusnosti, ktoré sa navzajom prekryvaji, udavaju rad fuzzy

particie; funkcie prislusnosti na obrazku tvoria fuzzy particiu druhého radu [1], [7] .

2.3 Operacie s fuzzy mnoZzinami

S fuzzy mnozinami moézeme, podobne ako s klasickymi mnozinami, definovat
zékladné operacie zjednotenie, prienik a doplnok. Vyznam logickych operatorov AND, OR,
NOT vo fuzzy logike je rovnaky ako v klasickej booleovskej logike, s tym rozdielom, ze
v klasickej logike sa viazu na kategorické tvrdenia, ktoré su bud’ pravdivé alebo
nepravdivé. Vo fuzzy logike su to limitné stavy pravdivosti [10].

Zjednotenie (logicky sucet) dvoch fuzzy mnozin A a B je fuzzy mnoZina C, ktord ma

funkciu pristugnosti [12]: mg =m,_g (X) = max{m, (x),m (x)}
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L

Obr.2.2. Zjednotenie dvoch fuzzy mnozin (or)

Prienik (logicky sucin) dvoch fuzzy mnozin A a B je fuzzy mnozina C, ktora ma funkciu

prislusnosti [12]: m. =m,, ;(X) = min{m, (x),m, (x)}

-

Obr.2.3. Prienik dvoch fuzzy mnozin (and)

Doplnok fuzzy mnoZiny A je definovany pomocou vztahu [12] : m. (X) =1-m,(X)

A not A

Obr.2.4. Fuzzy mnozina A a jej doplnok (not)
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2.4 Funkcia prislu$nosti

Funkcia prislusnosti je funkcia, ktora premeni hodnoty vstupného signalu na
hodnoty logickych premennych [16].

Funkcia prislusnosti charakterizuje stupen, sktorym dany prvok do prislusnej
mnoziny patri. Navrh tvaru, druhu a poc¢tu funkcie prislusnosti byva obyc¢ajne najzlozitejSia
ast’ navrhu kazdého fuzzy systému. Co sa tyka poétu lingvistickych hodnét pre jednu
fuzzy premennu, pouziva sa zvyc€ajne 3 az 5; viac ako 7 hodnot zvyc¢ajne ¢lovek nedokaze
rozliSit. Tvar funkcie prislusnosti sa pokial mozno pouZiva ¢o najjednoduchsi, kvoli
zniZzeniu vypoctovej narocnosti pri ich vyhodnocovani; zvyc€ajne su to tzv. trojuholnikové
alebo lichobeznikové funkcie prislusnosti. Okrem tychto typov pozname eSte Gaussovu
funkciu prislusnosti, zvonovl a sigmoidalnu funkciu prislusnosti. Lichobeznikova funkcia
prislusnosti je Specifikovand 4 parametrami. Trojuholnikova funkcia prislusnosti je

Specifikovand 3 parametrami, ktoré urcuju x-ové suradnice jej troch vrcholov [7], [13].

trapmf gbellmf trimf  gaussmf gauss2mf

Obr.2.5. Rozne tvary funkcie prislusnosti

Specialne funkcie prislusnosti nazyvané singletony sa pouzivajii najmi na vystupe
niektorych fuzzy regulatorov - vyznacuju sa tym, Ze maji nenulovi hodnotu iba v jedinom
bode. Pokial’ uvedené jednoduché druhy funkcie prislusnosti nepostacuju na pozadovanu
¢innost’ fuzzy systému, pouzivaji sa "hladké" (spojité a spojito diferencovatelné¢) funkcie
prislusnosti. Na ndvrh samotného tvaru funkcie prislusnosti sa pouzivaju rézne metddy
pocinajuc odhadom, cez transformaciu frekvenénych a Statistickych tidajov spracovavanych

dat, fyzikélne merania aZ po metddy zaloZené na adaptacii, uCeni a ladeni parametrov [1].
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2.5 Lingyvisticka premenna

Lingvistickd premenna je premennd, ktorej hodnoty su vyrazy nejakého jazyka.
Hodnotu lingvistickej premennej moézeme interpretovat’ ako fuzzy — neostré mnoziny.
Lingvisticka premenna je usporiadana patica ( L, T(T), U, G, M), kde vyznam jednotlivych
symbolov je nasledujuci [16] :

» L je nazov prislusnej premennej,

= T(T) je term - mnozina , mnozina vSetkych nazvov lingvistickych hodnét premenne;j
T, napr. malé kladnd, nulova, vel’ka kladna ...,

* U je univerzum , na ktorom st definované jednotlivé termy,

* G je syntetické pravidlo , podl'a ktorého je zostaveny ndzov lingvistickej premennej

* M je sémantické pravidlo, miera stthlasu pojmov s jeho vyznamom, ktoré prirad’uje

kazdej premennej x jej vyznam M(X).

Pre oznacenie hodnoty lingvistickej premennej sa poziva Standardné oznacenie. Typické

oznacenie termu — fuzzy hodnot a ich skratky su uvedené v tabul’ke 1 [10].

) Slovenské | Anglické

Vyznam %o ani
oznacenie |oznacenie

Hodnota velka zéporna YAV NL
Hodnota strednd zaporna 7S NM
Hodnota mala zaporna 7M NS
Hodnota zaporna blizka nule 7N NZ
Hodnota nulova N Z
Hodnota kladn4 blizka nule KN PZ
Hodnota mala kladna KM PS
Hodnota stredna kladna KS PM
Hodnota velka kladna KV PL

Tab.1 Skratky fuzzy hodnot
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2.6 Inferenéné pravidla

Samotna cCinnost’ fuzzy systému je zalozend na odvodzovacich (inferenc¢nych)

pravidlach. Fuzzy pravidlo mozno vyjadrit’ :
Ifxje Athenyje B

Kde x ay su lingvistické premenné a A aB su lingvistické hodnoty uréené fuzzy
mnozinami. Z toho vyplyva, ze fuzzy pravidlad sa vztahuji na fuzzy mnoziny. Vo fuzzy
systémoch je predpoklad pravidla pravdivy v urcitej miere anasledok je tieZ pravdivy
v rovnakej miere.

Prvy fuzzy vyrok sa nazyva antecedent adruhy fuzzy vyrok je konsekvent.
Antecedent je podmienkova cast’ pravidla (fuzzy predpoklad). Miera splnenia fuzzy
podmienok ovplyvituje mieru aplikovatel'nosti dosledkovej Casti, konsekventu. Vstupy su

obsiahnuté v podmienkovej Casti pravidiel, vystupy su obsiahnuté v konsekvente [10].

2.7 Fuzzy model

Viacsina procesov chemickej technologie st procesy zlozité, nelinearne. Napriek
tomu, ze je zname mnozstvo roznych nelinearnych identifika¢nych metod, v poslednych
desatroCiach sa v tejto oblasti stale viac uplatiiuji pristupy, ktoré vedu k tvorbe fuzzy
modelov. Matematicky model, vytvoreny pomocou fuzzy mnozin, sa vold fuzzy model.
V zavislosti od Struktury pravidla sa pouzivaji dva hlavné typy modelov: model typu

Mamdani a model typu Takagi-Sugeno [8].
Fuzzy model Mamdaniho typu

Tento model bol prvykrat pouzity v aplikécii riadenia parného motora v kombinacii
s kotlom pomocou pravidiel vyprodukovanych skusenym l'udskym operatorom. Typické

pravidlo pouzivané v tomto modeli ma tvar :
Ifxje Aandy je B thenzje C

Vstupy a vystupy st opisané pomocou fuzzy mnozin [13].
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Fuzzy model Sugenovho typu

Pre mnohé ucely, napriklad ako modely dynamickych systémov ,su vel'mi uzitocné
fuzzy systémy, ktoré maju trochu odliSny tvar pravidiel od pravidiel Mamdaniho typu.
Tieto systémy zaviedol M. Sugeno so spolupracovnikmi, preto sa oznacuju ako Sugenovské
modely.

Model typu Sugeno bol navrhnuty Takagim, Sugenom a Kangom ako vysledok
snahy o vytvorenie systematického pristupu na generovanie fuzzy pravidiel zo vstupno -

vystupnych udajov. Typické pravidlo tohto modelu ma tvar :
If x je A and y je B then z = f(x,y)

Ako funkcie f(x,y) st Casto pouzivané jednoduché linedrne kombinacie vstupnych
premennych. Celkovu vystupnli hodnotu dostaneme ako priemer vystupov pre jednotlive
pravidla. Sugenovské modely mozno vel'mi jednoducho pouzit najméd pre aproximaciu
nelinearnych zavislosti. Prdca snimi je pohodlnd, najmd pokial pozname prislusné
pravidla, ¢o je predpoklad, ze sme uz spravili rozklad stavového priestoru na prislusny

pocet buniek charakterizovanych zvolenymi fuzzy mnozinami [16].

2.8 Fuzzy inferencné systémy (FIS)

Zakladna Struktira fuzzy inferenéného systému je zndzornend na obr.2.6 [14].

Systém pozostava z piatich zakladnych casti.

Baza pravidiel

| ]

[

|

|

Vstup | ! Vystup

| . fuzzy) Vyhodnotenie tuzzy) De-
| | Fuzzi- riadiacicl Fuzzi - !
| | fikacia pravidiel fikacia :
| |
| |
| |
| Baza dat 1
| |
L o _ __ ______________ a

Obr.2.6 Fuzzy inferen¢ny systém (FIS)
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Ulohy jednotlivych ¢asti [8], [14], [16]:
» Blok fuzzifikacie
V bloku fuzzifikacie st realizované dve operacie, normalizacia a fuzzifikdcia. Normalizacia
predstavuje prepocet vstupnych velicin do normalizovaného univerza. Fuzzifikacia je
procedtira meniaca ostré hodnoty normalizovanych vstupnych veli¢in na fuzzy mnoziny.
» Baza pravidiel
Baza pravidiel obsahuje vSetky pravidla potrebné pre dostato¢ntl lingvistickl aproximéciu
zéavislosti medzi vstupom a vystupom regulatora. Jednotlivé pravidla st
v tvare if-then pravidiel, ktoré maju dve Casti :
= premisnu ¢ast’ vyroku (if ...),
= konzekventnu Cast’ vyroku (then ...).
Naplnit’ bazu pravidiel pri navrhu FIS znamené definovat’ nasledujiuce parametre:
= veliCiny reprezentujuce stav systému a akény zasah do systému (jazykové premenné),
= hodnoty jazykovych premennych,
= obsah premisnych a konzekventnych pravidiel,
= a definicia vSetkych pravidiel if — then.
> Baza dat
Datova baza poskytuje informéacie pre spravne fungovanie fuzzifika¢ného,
defuzzifika¢ného bloku a baze pravidiel. Baza dat obsahuje :
= funkcie prislusnosti vSetkych vstupnych a vystupnych fuzzy mnozin,
* intervaly v ktorych sa pohybuji hodnoty vstupnych a vystupnych velicin.
Naplnenie tejto bazy znamena, ze zadefinujeme funkcie prislusnosti.
» Vyhodnotenie riadiacich pravidiel (inferenény mechanizmus)
V tomto bloku sa realizuje inferencny mechanizmus z rozhodovacich pravidiel, pomocou
ktorého ziskavame zo vstupnych fuzzy mnozin vystupné mnoziny.
> Blok defuzzifikacie
Vystup zinferencného mechanizmu je fuzzy mnozina, ale akény zésah do riadeného
systému musi byt ostra hodnota. Preto prvou funkciou defuzzifikacného bloku je vytvorit
z tejto fuzzy mnoziny ostri hodnotu, tento proces sa nazyva defuzzifikacia. Tato ostra
hodnota je ale vyjadrend internou reprezentaciou fuzzy regulatora a je treba ho prepocitat’

na fyzikalny rozmer ak¢nej veliCiny. Tento proces nazyvame denormalizaciou.
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2.9 Tvorba fuzzy modelov metodou Anfis

Jednou z moznosti ako odvodit’ bazu podmienenych pravidiel z historickych tdajov,
je tzv. Adaptive Neuro Fuzzy Inference Systém metdda (ANFIS metoda). Podstatou tejto
metody je neuro — adaptivny proces ucenia, na zaklade ktorého mozno z historickych
udajov odvodit’ parametre funkcii prislusnosti a extrahovat’ bazu pravidiel. Pomocou tejto
metoddy sa priraduju vstupné udaje k vystupnym tudajom, pricom v procese ucenia sa
postupne menia parametre jednotlivych funkcii prisluSnosti tak, aby sa Co najlepSie
charakterizovali vztahy medzi priestorom vstupnych premennych a priestorom vystupnych
premennych. V procese uc¢enia mozno pouzit’ metddu spédtného Sirenia chyby, kombinaciu
metddy spatného Sirenia chyby s metddou najmensich Stvorcov, resp. evoluéné stochastické
optimaliza¢né algoritmy [15].

Neuro — fuzzy systém ANFIS (obr.2.7) svojou c¢innostou zodpoveda Takagi —
Sugeno fuzzy reguldtoru. Vnutorne je ale reprezentovany ako patvrstvova dopredna
neuronova siet’, ktorej ucenie je zalozené na minimalizacii odchylok metodou najmensich
Stvorcov a zodpoveda tUprave tzv. premisnych a konsekventnych parametrov. Tieto
parametre nie su uloZené vo vadhach spominanej neurénovej siete, ale vjej uzloch.

Vysledkom ANFISu je fuzzy inferencny systém typu Takagi — Sugeno.

vrstva ]

vrstva 4
l vrstva 2 vrstva 3 Jr
Xy vrstva s
' |
X w, f;
- E—
¥ WE f;

M —p
'~

Obr. 2.7 Architektura siete Anfis
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Vrstvu 1 tvoria adaptivne uzly, kazdy uzol predstavuje lingvistickli hodnotu vstupnej
premenne;.

Vrstvu 2 tvoria neadaptivne uzly, ktoré iba nasobia prichadzajice signaly a na vystupe tak
poskytuju vahu w pravidiel, ktorych antecedent je dany kombinaciou lingvistickych hodnot
jednotlivych premennych.

Vrstvu 3 tvoria neadaptivne uzly, ktoré poskytuju na vystupe pomer vahy jednotlivych
pravidiel a suctu vah vSetkych pravidiel w.

Vrstvu 4 tvoria adaptivne uzly, ktorych prenosové funkcie st dané pozadovanym tvarom
konsekventu. M6zu byt’ konStantné alebo linearne.

Vrstvu 5 tvori jeden neadaptivny uzol, ktory pocita celkovy vystup ako sucet vsetkych
vstupnych signalov [2], [15].
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3  Prietokovy chemicky reaktor

Chemické reaktory st sucastou mnohych technoldgii v chemickom a spotrebnom
priemysle. Je zname, ze riadenie procesu v chemickych reaktoroch je pomerne naro¢né
vzhladom k ich vlastnostiam. Dosledkom toho su nelinearity a pomerne silné exotermické

reakcie.

3.1 Popis chemického reaktora

Uvazujeme o prietokovom chemickom reaktore s chladenim v plasti. Schéma
reaktora je zndzornena na obr. 3.1. Teplota reakénej zmesi sa riadi prietokom chladiaceho
média. Ziadana teplota reakénej zmesi je 9= 359 K. V reaktore ako chladiace médium
pouzijeme vodu. Teplota chladiaceho média na vstupe je 9, = 298 Kaprietok
g.= 0,004 m’min”'. Vstupna teplota reakénej zmesi je 4, =328 K a prietok reak¢nej zmesi
je q= 0,015 m’.min"'. Koncentricie jednotlivych zloZick na vstupe je nasledovné:
coa=4,22 kmol.m™ ,cyg=0 kmol.m> ,Cyc=0 kmol.m™. Hustota reakénej zmesi p = 1020
kg.m™ a chladiaceho média je pP.= 998 kg.m™. Specificka tepelna kapacita reakénej zmesi
je Cp=4,02 kJkg' K" achladiaceho média je Cpc = 4,182 kJIkg' K . Pre riadenie je
potrebné poznat’ aj parametre reaktora. Objem reakénej zmesi je V= 0,23 m’ a objem
chladiaceho média je V= 0,21 m’. Plocha prestupu tepla z reakénej zmesi do chladiaceho
média je A= 1,51 m® athrny koeficient prechodu tepla je &= 42,8 kJ.min".m>K".
Dolezitou tlohou je opisat’ aj odohravajuce sa chemické reakcie. Podiel aktivacnej energie

a univerzalnej plynovej konStanty 1. reakcie je g;= 9850 K. Podiel aktivacnej energie

a univerzalnej plynovej konStanty 2. reakcie je g,= 22019 K. Reak¢né entalpie su
(A, H),= -8,6.10* kikmol",(A,H),= -1,82.10* ki.kmol". Pri v{poite rychlostnych
konstant je potrebné poznat hodnoty predexponencialnych faktorov. Hodnoty su

nasledovné k; = 1,55.10" min™ a K., = 4,55.10° min™".
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g().9(t)e. )

Obr.3.1. Prietokovy chemicky reaktor

Predpokladdme, Ze reak¢na zmes v reaktore aj chladiaca kvapalina v plasti su
dokonale miesané. Tepelnt kapacitu steny oddel'ujici reakény priestor od chladiacej
kvapaliny zanedbame. Objem reakcnej zmesi v reaktore, objem chladiaceho média, hustotu
a tepelné kapacity reakénej zmesi a chladiva ako aj koeficient prestupu tepla v reaktore
pokladame za konstantnt. Tlak v systéme je konstantny, prestup tepla uskuto¢nuje len
pradenim. Straty tepla do okolia su zanedbatelné. Predpokladame, ze vsetky reakcie su

exotermické, teda ich reak¢éné entalpie st zaporné, t.]. (A H)j <0. Vreaktore sa

r

odohravaju dve paralelné reakcie :

A—4 5B 3.1.1)
A—* 5C 3.12)

Rychlostné konstanty k; a k, vypoéitame nasledovne :

El &

k,(t)=k,,.e® k,(t)=k, e" (3.1.3)
Pomocou tychto predpokladov mézeme odvodit’ dynamicky matematicky model reaktora.
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3.2 Dynamicky matematicky model reaktora

Dynamicky matematicky model tvoria materidlové bilancie reagujucich zloziek,

entalpické bilancia reak¢nej zmesi a entalpicka bilancia chladiaceho média [3].

Materialova bilancia zlozZky A

q(t)c,. (1) + VAléVl OV + VAzévz OV =q(t)c, (1) + W (3.2.1)

Veli¢ina fvj (t) je okamzita objemova rychlost’ - tej chemickej reakcie. V rovnici (3.2.2) st

znazornené vypoctové rovnice pre tuto veli¢inu.

_dé&,® _dn,® 1 g, = gy, (1) _ dny, () 1T (3.2.2)

“ dt v,dt vV dt v, dt Vv

Rychlostnt rovnicu mézeme vyjadrit’ aj vo vSeobecnej forme.

&)=k, ) (c,,i=1...,n) (3.2.3)

Rychlostné konstanty k; (t) uz boli odvodené, vid’ rovnice (3.1.3).

Po uprave a dosadeni vSetkych konstant rovnica (3.2.1) nadobudne nasledujuci tvar.

dc gt(t) _ %(CVA (t) —c, (1)) =k, ()c, (1) =K, (t)c, () (3.2.4)

Materialova bilancia zlozky B

qt)Cs (1) = Ve, &y (D =

WJF q(t)cg (1) (3.2.5)

Koncentracia zlozky B na vstupe do reaktora je nulova, preto rovnicu (3.2.5) upravime.
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Pri uprave vyjadrime aj objemovu rychlost’ .

de, () _qte, (t)
20 (e, (-3

Materialova bilancia zlozky C

de. (t)

_ _aMcc M
. K, (t)CA (1) v

Entalpicka bilancia reak¢énej zmesi

d9®) _ a®[9,®-9O]  keat)=aH), |

dt \Y o o
LKaCa(t)=AH),  Aaldn) - 9.1)]
o Ve,

Entalpicka bilancia chladiaceho média

de® _ .05 1) a0  Acfd®) -8 1)
dt VC VC VCpCCPc

Pociato¢né podmienky

Calty)=Ca 9(t,) = &
Ce(ty) =Cg 9,(t,) =9
Ce (to) = Cé

Stavové veli€iny su : €, (t), 5 (1), c. (1), Ht), 4. (1)
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3.3 Matematicky model rovnovazneho stavu a analyza

stability

Predpokladom na sledovanie dynamickych vlastnosti systému je vypocet ustaleného
stavu. Proces je v ustdlenom stave, ak sa vstupné a vystupné veliCiny v ¢ase t nemenia.
V rovnovaznom stave nedochadza k akumulacii [3].

V ustélenom stave tvar materidlovych bilancii jednotlivych zloziek a entalpickych bilancii
je nasledovny :

Materidlova bilancia zlozky A

q°cy, —KciV —ksciV =q°c) (3.3.1)
Materidlova bilancia zlozky B

k'clV =q°cy (3.3.2)
Materialova bilancia zlozky C

kyciV =q°cg (3.3.3)
Entalpicka bilancia reak¢nej zmesi

q°pce S +kciV(-AH), +kcV(-AH), =q°pc, $ + Aoz[l9S —195] (3.3.4)
Entalpicka bilancia chladiaceho média

0 Coe e + A9 — & = 0.5 piC 0 % (33.5)

Ustaleny stav som vypocitala pomocou tychto 5 rovnic v Matlabe prikazom fsolve..

Hodnoty stavovych veli¢in v ustdlenom stave st uvedené v tab.2.
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CAS CB S CC S 195 ]_gc S
[ kmol.m™] | [kmolm™] | [kmol.m™] [X] K]
0,49 2 1,72 363,6 350,1

Tab.2 Hodnoty jednotlivych veli¢in v ustdlenom stave

Po urceni rovnovazneho stavu reaktora je potrebné urcit, ¢i tento stav je stabilny. Pre
analyzu stability reaktora je rozhodujuca tepelnd bilancia reak¢nej zmesi (3.3.4). Tuto
rovnicu upravime do tvaru :

KECSV (A, H), +KSCV (<A, H), = qoc, [9° - &, |+ Aal9® - 9 | (3.3.6)
Lava strana tejto rovnice vyjadruje rychlost tvorby tepla v systéme. Rovnica

vygenerovaného tepla (3.3.7) je nelinearnou funkciou teploty reakénej zmesi

Vv rovnovaznom stave.
Quen =K TV (-A H), +kScV (-A H), (3.3.7)

Prava strana rovnice (3.3.6) vyjadruje rychlost’ odvadzania tepla zo systému. Z rovnice
(3.3.8) vyplyva, ze rychlost odovzdavania tepla je linearnou funkciou teploty reakénej

zZmesi v rovhovaznom stave.
Qop = 0Cs [93 - ]+ Aa[HS - 95] (3.3.8)

Chemicky reaktor je v rovnovaznom stave vtedy, ak rychlost’ tvorby tepla v systéme sa
rovna rychlosti odovzdavania tepla. Spravnost vypoctu ustdleného stavu som overila

pomocou analyzy, vysledok je zndzorneni na obr.3.2.
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Obr. 3.2 Analyza stability reaktora

Priesecnikom krivky rychlosti tvorby tepla chemickymi reakciami a priamky rychlosti
odvadzania tepla zo systému je jeden bod, tento bod vyjadruje rovnovazny stav. Z analyzy

vyplyva, Ze reaktor v rovnovaznom stave je stabilny.

3.4 Analyza prietoku chladiaceho média

Prietok chladiaceho média je ak¢énou veliCinou, preto je potrebné vediet, do akej
miery je mozné zvysit jeho hodnotu. Pre analyzu vplyvu prietoku chladiaceho média na
chladenie reaktora je rozhodujuca tepelna bilancia chladiaceho média. Upravy musime
robit’ tak, aby sme tepelny tok, ktory prestupuje z reakénej zmesi do chladiaceho média,
vyjadrili pomocou prietoku chladiaceho média. Z rovnice (3.3.5) najprv vyjadrime teplotu
chladiaceho média v ustdlenom stave, ktory potom dosadime do ¢lena reprezentujiiceho
tepelny tok, ktory prestupuje z reakénej zmesi do chladiaceho média. V rovnici (3.3.9) je

uvedena uz upravena rovnica tepelného toku.
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O = A - 8| | g - Je Pelocc T A |
qc chpC + AO{

. (3.3.9)
Aaqc chpC

q SpC +Aa(38_l9\;c):§0(l95_‘9\5c)
c c”pC

Funkcia ¢ je nelinearnou funkciou prietoku q., teda aj tepelny tok. Na ziskanie

maximalnej hodnoty prietoku chladiaceho média potrebujeme nakreslit’ zavislosti tepelného

toku od prietoku chladiaceho média [3]. Zavislost’ je znazornena na obr. 3.3.

70
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Obr. 3.3 Analyza vplyvu chladiaceho média na chladenie reaktora

Z grafického znazornenia vyplyva, ze prietok chladiaceho média mé vyznam zvySovat len

po hodnotu 0,02 m®.min"".
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4 Vytvorenie fuzzy modelov

Vicsina procesov v chemickej technologii su procesy zlozité, nelinearne. Napriek
tomu, Ze pozname metoddy na linearizaciu tychto procesov, v poslednom Case sa v tejto

oblasti stale viac vyuziva vytvaranie matematickych modelov pomocou fuzzy mnozin.

4.1 Navrh fuzzy modelu Takagi — Sugenovho typu

NajcastejSie pouzivanymi fuzzy modelmi s modely typu Mamdani a Takagi —
Sugeno (T-S).
V tejto kapitole je odvodeny névrh fuzzy modelu Takagi — Sugenovho typu. Vstupno-
vystupné udaje na navrh takéhoto fuzzy modelu ziskame simulaciou chemického reaktora
s-funkciou. Pri simulacii je vstupnou veli¢inou prietok chladiaceho média a vystupnou
veli¢inou je teplota reak¢nej zmesi. Prietok chladiaceho média bol skokom zmeneny
z hodnoty 9 = 0,004 m’min! na 9 = 0,005; 0,006 a 0,004 m’min™!. Skokové zmeny

boli zavedené v ¢ase t = 0,100 a 200 min.

364 T T T T T

335

k3

3625

& K]

362

3E1.5

361

3505 1 1 1 1 1
] a0 100 150 200 250 300

1 [min]

Obr. 4.1 Prechodova charakteristika reaktora
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Pri projektovani fuzzy modelov je vstupnou veli¢inou ¢as a vystupnou veli¢inou su
namerané teploty reak¢nej zmesi. DalSim krokom je inicializacia fuzzy systému, na ktort

pouzijeme prikazy genfisl a genfis2.

4.1.1 Inicializacia pomocou prikazu genfisl

Nato, aby sme mohli pouzit’ prikaz genfisl, potrebujeme zadefinovat’ typ a pocet
funkcii prislusnosti. Na obr. 4.2 je znazorneny vplyv poctu funkcii prislusnosti na priebeh
teploty reakcnej zmesi. Na porovnanie boli pouzité¢ funkcie prislusnosti trojuholnikového

tvaru.

3645 T T T T T
364 - 8
J635 R
363
3525
o
362
3FF
IB1E — —5FP
— —7FP
61 — —10FP 4
namerang
RN
3605 1 1 1 1 1
0 50 100 150 200 250 300

t [min]

Obr. 4.2 Vplyv poctu funkcii prisluSnosti na priebeh

teploty reak¢énej zmesi

Z porovnania vyplyva, Ze na navrh presného modelu je vyhodnejSie pouzit' vyssi pocet
funkcii prislusnosti. Pri pocte funkcii prisluSnosti 7 a 10 je rozdiel medzi nameranymi
hodnotami a fuzzy modelom T-S minimélny. Pri ndvrhu fuzzy modelu pouZijeme pocet

funkcii prislusnosti 7.
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Obr. 4.3 Funkcie prislusnosti fuzzy modelu T-S

Po vybrani poctu a typu funkcii prislusnosti (obr. 4.3 ) nasleduje inicializacia fuzzy
systému prikazom genfisl. Genfisl generuje vystup fuzzy inferenc¢ného systému (FIS) typu
Sugeno pomocou sietového rozdelenia dat. Tento FIS poskytuje pociato¢né podmienky pre
Anfis trénovanie. Data pre inicializaciu st v tvare matic s poétom stipcov n+1, kde stipec n
obsahuje data pre kazdy FIS vstup aposledny stipec je FIS vystup. Kazdé pravidlo
vygenerované s genfisoml ma jednu funkciu prislusnosti vystupu. Prikaz genfisl v Matlabe
piseme v tvare: in_fismat = genfisl(trnData,numMFs,mfType). TrnData predstavuje vstup
avystup v tvare matic, NUMMFs je pocet funkcii prislusnosti a mfType je typ funkcii
prislusnosti. Po inicializacii nasleduje trénovanie siete pomocou Anfis, ktory pouziva
hybridni uciacu metodu. Na zdklade kombinacie metody spdtného Sirenia chyby
s metodou najmensich Stvorcov sa trénuji funkcie prislusnosti parametrov FIS na
modelovanie vstupnych a vystupnych dat. Prikaz Anfis v Matlabe piSeme v tvare :
out_fismat = anfis(trnData,in_fismat,3). Obr. 4.4 znazorfiuje porovnanie dat, ktoré su

urcené na trénovanie a vystupné udaje z Anfisu.
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Obr. 4.4 Porovnanie vystupu z Anfis Struktary

Rule viewer je grafické zobrazenie procesu inferencie. V tomto vieweri st zobrazené vsetky

pravidla, tvary funkecii prislusnosti vstupov a vystupov a ich inferencie.

o
File Edit Wiew Options
inputt =150 ——
N | | |
2 [7 | | |
] | || |
¢ | B |
5| | | |
o | N | |
T ] | |
1] 300 ‘ : l ‘
-566.5 o 4440
Ingut: 450 Plat points: l,r MovE: et | rigml downl up |
Opened system idertit2, 7 rules Help | Close |

Obr. 4.5 Grafické zobrazenie procesu inferencie
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Pomocou cervenej Ciary si vieme pozriet’ vystupy pri ur€itych ostrych hodnotach. Vyslednt

Struktiru Anfis (obr. 4.6) mdzeme graficky znazornit’ pomocou prikazu anfisedit.

Anfis Model Structure

Obr. 4.6 Vysledna struktara Anfis

Na overenie spravnosti ndvrhu fuzzy modelu pouzijeme nasledovnu blokovt schému:

sy

% To'Wokspace]

Fuz=y System —" I:I

teplota reakcnej
qc = reakrdz

zmesi

L

LJ

Clodki

S-Function

shokowad
zmena prietaku

Obr. 4.7 Blokova schéma na simulaciu
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Vysledok simuldcie je znazorneny na obr. 4.8. Z obrazka vyplyva, ze rozdiel medzi
prechodovou charakteristikou reaktora pomocou s-funkcie a fuzzy modelu (fsgenfisl.fis) je

minimalny.

R4 T T T T T

3635 fy

363

3625

5 382

361.5

361 .

fuzzy system
s-funkcia
3605 1 1 1 1 | a
1] &0 100 150 200 250 300

t [min]

Obr. 4.8 Priebeh teploty reakénej zmesi

Program pouzity na névrh a overenie spravnosti fuzzy modelu, je uvedeny v prilohe.

4.1.2 Inicializacia pomocou prikazu genfis2

Inicializaciu fuzzy systému mozeme vykonat’ aj pomocou prikazu genfis2. Vstupné
a vystupné udaje st totozné s udajmi pouzitymi v sekcii 4.1.2. Fuzzy inferen¢ny systém je
vytvoreny metddou subtraktivneho zhlukovania. Prikaz genfis2 v Matlabe pisSeme v tvare:
out_fismat = genfis2(x,y,0.1). Kde x ay sa vstupy a vystupy. Cislo 0.1 $pecifikuje rad
vplyvu v centre zhluku. Rozsah tohto radu je od 0 do 1. Obr. 4.9 znazoriiuje data, ktoré

sluzili na trénovanie a data vystupujice z Anfis Struktiry.
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Obr.4.9 Porovnanie vystupu z Anfis Struktiry

Vrule viewer (obr. 4.10), s zobrazené vSetky pravidla, tvary funkcii prisluSnosti

vstupov, vystupov aich inferencie. Pri navrhu prikazom genfis2 pouzijeme 16 funkcii

prislusnosti typu gaussmf. Obr. 4.11 znazornuje vyslednt Anfis Struktiru.
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Obr. 4.10 Grafické zobrazenie procesu inferencie
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Obr. 4.11 Vysledna Anfis Struktira

Pomocou grafického porovnania (obr. 4.12) mézeme usudit, Ze prechodové charakteristiky

simulované pomocou s-funkcie a fuzzy systémom (fsgenfis2.fis) su totozné.
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Obr. 4.12 Porovnanie prechodovych charakteristik
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Program pouzivany na navrh a overenie spravnosti navrhu fuzzy modelu (fsgenfis2.fis) je

uvedeny v prilohe.

4.2 Navrh fuzzy modelu pre viac vstupnych premennych

Uvedené¢ fuzzy modely mali jeden vstup ajeden vystup. Pocet vstupnych

premennych modze byt iny, vSeobecne N.

Pri projektovani fuzzy modelu st vstupnou veli¢inou ¢as a meniaci sa prietok
chladiaceho média. Vystupnou veli¢inou st namerané teploty reak¢nej zmesi. Tieto tidaje
mame zo simulacie chemického reaktora s-funkciou. Na inicializaciu fuzzy systému

pouzijeme prikaz genfisl a 5 funkcii prislusnosti s tvarom gauss2mf (obr. 4.13).

inlmf1 inlmf2 |n1m1‘3 inl mfd in mifd

i

0 5E| 1DE| 15E| 2DD 250 300
input1

—

Degree of membership

Obr. 4.13 Funkcie prislusnosti fuzzy modelu T-S
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364 T T T T T
a5 Training Data
— ANFIS Qutput
363 1
L 1
9
- 362 1
B1AF 4
361 4
3605 1 1 1 1 1
0 a0 100 150 200 250 300
t [tnin]

Obr. 4.14 Porovnanie vystupu z Anfis Struktury

Vystupné udaje z Anfis Struktury boli porovnané s datami, ktoré st ur¢ené na trénovanie
(obr. 4.14). Vrule vieweri (obr. 4.15) si zobrazené vSetky pravidla, tvary funkcii
prislusnosti vstupov a vystupov aich inferencie. Kedze mame dva vstupy a pre kazdy

vstup uvazujeme 5 funkcii prislusnosti, pocet pravidiel bude 5 x 5 = 25.
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‘ Opened system fis2vstupy, 25 rules ‘ ‘ Help | Close | ‘

Obr. 4.15 Grafické zobrazenie procesu inferencie
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Surface viewer vytvara trojdimenzionalny povrch vstupnych a vystupnych premennych,

vytvara plochy ohranicujuce priestor generovanych akénych zasahov (obr.4.16).

) surface Yiewer: fis2ystupy = | Ellll

File Edit Wiew Options

H (it I infLt! - l W (input): inputz - l Z (outpt): I output -

X grids: I 15 W grics: 15 Evaluate |
Rt Input I ‘ ‘ Help | Close | ‘

Ready ‘

Obr. 4.16. Povrch vstupnych a vystupnych premennych

Vysledna Anfis Struktura navrhnutého fuzzy modelu pre dva vstupy ajeden vystup je

zndzornena na obr. 4.17.

) Anfis Model Structure [ ]
inpat inputm rule outputmt output

AN
DN,

@i A
oD
P o=
Mf* SN

.-"”r’ N Logical Operations
/ \ . anc
() ] or
ot
Click on each node to see detailed information ‘ ‘ Upcizte I Help | Close | ‘

Obr. 4.17 Vyslednd Anfis Strukttra
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Vytvorenie fuzzy modelov

Na overenie spravnosti navrhu fuzzy systému bola pouzitd nasledujuca blokova schéma.

S,

Clockd

qe

shokovd
zmenad prietoku

Tys

Tao Motspace]

]

reakrtz

S-Function

teplota reakcnej
Zmesi

Obr. 4.18 Blokova schéma na simuléciu s fuzzy systémom

Pomocou grafického porovnania (obr.4.19) moézeme usudit, ze rozdiel medzi prechodovou

charakteristikou simulovanou s-funkciou a fuzzy systémom (fis2vstupy.fis) je minimalny.

Program fs2vstupy.m na vytvorenie fuzzy systému je uvedeny v prilohe.
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Obr. 4.19 Porovnanie prechodovych charakteristik
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4.3  Fuzzy model s nAhodnym signalom na vstupe

Ciel'om prace je prediktivne riadenie s fuzzy modelom. Aby fuzzy model lepsie
vystihoval spravanie sa reaktora v celom rozsahu zmeny vstupnej veli€iny, bol fuzzy model
navrhnuty pre ndhodnu skokovi zmenu prietoku chladiaceho média v intervale od 0.004
do 0,016 m’min™ s periédou vzorkovania T,= 1 min. Priebeh teploty reakénej zmesi od
skokovej zmeny chladiaceho média je znazorneny na obr. 4.20. Pri projektovani fuzzy
modelu je vstupnou veli¢inou Cas a vystupnou veli¢inou st namerané teploty reakc¢nej

zmesi.

364

363 b

362 b

361

360 b

4 [K]

358 b

355 | b

357 | b

356 | b

355 1 1 1 1 1 1 1 1 1
0 100 200 300 400 500 OO0 700 SO0 900 1000

t [toit]
Obr. 4.20 Priebeh teploty reakénej zmesi
Na inicializdciu fuzzy systému pouzijeme prikaz genfis2. Po inicializacii nasleduje
trénovanie siete pomocou prikazu Anfis. Anfis trénuje funkcie prislusnosti parametrov FIS

na modelovanie vstupnych a vystupnych dat. V rule viewer (obr. 4.21) st zobrazené vsetky

pravidla, tvary funkcii prislusnosti vstupov, vystupov a ich inferencie.
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-loix

File Edit View Options
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Obr. 4.21 Grafické zobrazenie procesu inferencie

Pri navrhu pouzijeme 33 funkcii prislusnosti typu gaussmf. Vysledna Anfis Struktira

navrhnutého fuzzy modelu je znazorneny na obr. 4.22.

=) Anfis Model Structure -0l =|

input inputm{ rule outputmt output

Logical Operations
ancl

. ar

nat

Click on each node to see detailed information ‘ ‘ Update | Help I Cloge I ‘

Obr. 4.22 Vysledné Anfis Struktura
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Na overenie spravnosti navrhu fuzzy systému so skokovym signdlom na vstupe bola

pouzita nasledujuca blokova schéma:

(5 >

okl E
L f E | I. To Motspace
Fuzzy System L
M-—b— reakrtz  +—m———————— i
Teplota reakcnej
Skokowd zmena S-Function Zmesi
prietoku

Obr. 4.23 Blokova schéma simulacie

Obr. 4.24 poukazuje na spravnost’ navrhu fuzzy modelu (fis2.fis) na zaklade nameranych

udajov.
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| | .
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Obr. 4.24 Priebeh teploty reakénej zmesi

Obr. 4.25 znazoriuje fuzzy model (fisl.fis) s ndhodnym vstupnym signalom pri inicializacii

prikazom genfisl. Postup pri navrhu bol podobny ako v sekcii 4.1.1.
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384 T T T T T T
363 l s-funkcia i
fuzzy model
362 —
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340
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1] 100 200 300 400 500 600 700 @00 900 1000
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Obr. 4.25 Priebeh teploty reakénej zmesi

Fuzzy modely navrhnuté¢ s ndhodnym vstupnym signdlom boli pouzité pri prediktivnom

riadeni.

57



Prakticka Cast’ Navrh prediktivneho riadenia

5 Navrh prediktivneho riadenia

Prediktivne riadenie patri medzi metody riadenia, ktoré matematicky model systému
pouzivaju na predikciu budiaceho riadené¢ho vystupu systému. Nasou ulohou je navrhnut

prediktivne riadenie chemického reaktora.

5.1 Nastavenie prediktivneho regulatora

Na riadenie sme vytvorili model systému pomocou softvéru Matlab. Prediktivny
regulator na zaklade neuronovej siete je sucastou toolboxu Neural Network Blockset.

Blokové schéma pouzivana na simulaciu je znazornené na obr. 5.1.

MM Pradictive Contraller
w1 :
"
r ﬁ > Referance Optim. Scopet Clod pred
—
Ziadane hodnoty Control UBUIELI R
= P reakrZ !
Signal
o |Plant il SFunction
®Cutpat hdadel > l:l
Teplota reakcnej

Zmesi

Obr. 5.1 Blokova schéma prediktivneho riadenia

Prediktivny regulator ma dva vstupy, prvym vstupom je ziadand hodnota a druhym
vstupom je vystup z procesu. V bloku s-function je umiestnena s-funkcia, ktora predstavuje

riadeny proces.

Prvym krokom pri riadeni s prediktivnym reguldtorom je spravne nadefinovanie
parametrov regulatora. Parametre nastavujeme v okne Neural Network Predictive Control

(obr. 5.2).
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=) Neural Network Predictive Control -0l x|

File ‘Window Help "

Meural Network Predictive Control

Cost Hotizon (M2 7 Control Weighting Factor (Pj 0.0s
Cortrol Horizon (Mu) 5 Search Parameter [ ;) IW
Minimization Routine Im tterations Per Sample Time |1—
Plart Idertification | Ok | cancel | spply |
Perform plant identification before controller configuration.

Obr. 5.2 Konfiguracia prediktivneho regulatora

N, je ucelovy horizont, ktory vyjadruje Cciselni hodnotu kroku, nad ktorym je
minimalizovana predik¢na chyba. N,, riadiaci horizont, vyjadruje ¢iselni hodnotu kroku,
nad ktorym je minimalizované riadenie. Nu musime zvolit' tak, aby jeho hodnota bola
mensia nez hodnota N,. Vahovy faktor riadenia ndsobi sumu odchylok riadenia v ucelovej
funkcii. Parameter a urcuje kedy je linedrne vyhladavanie zastavené. Minimaliza¢nou
metddou bola zvolend metdoda csrchhyb, ktord pouziva techniku kombinacie rozptylu
a kubickej interpolacie. Ulohou minimalizaénej funkcie je hladanie minima uéelovej
funkcie pri riadeni.

Po nastaveni parametrov regulatora nasleduje identifikacia procesu.

5.2 Identifikacia procesu

Nato, aby sme mohli uspeSne spustit’ regulator, potrebujeme navrhnit model
procesu vtvare fuzzy modelu. Pouzité fuzzy modely boli navrhnuté¢ v kapitole 4

a pouzijeme ich na trénovanie neurénovej siete. Parametre pre identifikaciu sa nastavuju
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v ponuke Plant Identification, umiestnenej v lavej dolnej casti okna prediktivneho

regulétora (obr. 5.3).

<) Plant Identification -0 x|
File wWindow Help N

Plant Identification

Metwark Architecture
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Generate Training Data | Import Data I Export Data |

Training Parameters

Training Epochs I =0 Training Function Frainlm ,I

[ Use Currert Yeights [+ Use “alidstion Data [~ Use Testing Data

Titait W etaark | et | Cancel | Apply

Generate or import data before training the neural network plant.

Obr. 5.3 Identifikacia procesu

Okno identifikacie je rozdelené na tri Casti.

V prvej Casti sa nastavuje sietova Struktira (Network Architecture). V bloku Size of
Hidden Layer sa nastavuje pocCet neurdénov v prvej vrstve neurdénovej siete. Sampling
interval predstavuje interval, v ktorom program zbiera data z modelu procesu. V nasom
pripade je to fuzzy model. Delayed Plant Inputs a Outputs su oneskorené vstupy a vystupy.

V dalsej casti sa trénuju udaje z fuzzy modelu. Training samples urcuje pocet

referencnych bodov vygenerovanych pre trénovanie a overenie spravnosti. Maximalne
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a minimalne hodnoty vstupov a vystupov zaddvame v nasledujucich Styroch blokoch :
Plant Plant V blokoch

Maximum/Minimum Interval value nastavujeme Cas hornej/dolnej hranice skokovej zmeny

Maximum Input/Output,  Minimum Input/Output.
vstupnej veliCiny.

Trénovanie udajov moze byt realizované dvoma sposobmi. Prvym je sposob, kedy
generujeme trénovacie udaje pomocou blokovej schémy (obr. 5.4). Vtedy nazov blokovej

schémy zadame do pola Simulink Plant Model.

yine

Fuzzy System

qc

D

T

Obr. 5.4 Blokova schéma generovania udajov

Druhym spdosobom je importovanie udajov zprechodovej charakteristiky reaktora.
Vstupnou veli¢inou je prietok chladiaceho média, ktortit zadavame v okne Import Data
(obr.5.5). Vystupnou veli¢inou je teplota reakénej zmesi, ktord je vystupom z fuzzy modelu

navrhnutého pomocou metddy genfis|.

=) Import Data. x|
———  Typeof Dater ———— Workspace Contents — — Ihput Cutput Variables  —
" Struct it -
FUCILrES :ELT —I Structure Matme:
f* Arrays . = | |
| rt Fram: =
mport From iy gLt ey
{* Workspace ygenfis Ll T
P—— El,ger.lfi:,li‘resent the data Found in the MATLAR workspace or MAT-File,|
e yoenfis? Output Array:
B ES i[= =l = fiz2skok
I ;f'tgzen IS ESROKY - IfgenfisZ
Brovse | Help | ok | Cancel

Obr. 5.5 Importovanie udajov

Po vybere vstupu a vystupu automaticky vygeneruje trénovacie data (obr. 5.6)
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«): Plant Input-Output Data x|

Plant Input
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Obr. 5.6 Vstupno-vystupné tidaje procesu

Tretou castou je trénovanie parametrov. Training Epochs vyzaduje pocet iteracii
potrebnych na trénovanie procesu. V rozbal'ovacom poli Training Function mézeme vybrat’
jednu z trinastich typov funkcii trénovania, napriklad trainim. Trainlm predstavuje sietova
trénovaciu funkciu, ktora aktualizuje vahu na zdklade Levenberg - Marquardt
optimalizacie. Train Network sluzi na spustenie trénovania parametrov. Po ukonceni
procesu ziskame vysledok testovania, validacie a trénovania. Z obr. 5.7 vyplyva, ze rozdiel
medzi vystupom z fuzzy modelu a z natrénovanej neurdnovej siete je minimalny.
Porovnanie trénovania, validacie a testovania pomocou funkcie frainlm je na obr. 5.8.
Vysledky trénovania aplikujeme na prediktivny regulétor, ktory je nasledne pripraveny na

riadenie reaktora.
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Obr. 5.7 Trénovanie neurdnove;j siete
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Obr. 5.8 Porovnanie trénovania, validacie a testovania
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53 Prediktivne riadenie chemického reaktora

Na riadenie chemického reaktora sme pouzili prediktivne riadenie s fuzzy modelom.
Z mnavrhnutych modelov boli vybrané dva fuzzy modely s réznymi spdsobmi inicializacie.
Prediktivne riadenie chemického reaktora pomocou fuzzy modelov bolo porovnané s
prediktivnym riadenim s modelom reaktora v tvare s-funkcie, ktord predstavovala zaroven
riadeny proces. Vysledky riadenia st znazornené v obr. 5.9. Z obrazkov vyplyva, ze s fuzzy

modelom je mozné dosiahnut riadenie porovnatelné s riadenim pomocou s-funkcie.

Jbd

s-funkeia

fuzzy model genfis2
fuzzy model genfiz]
Ziadana hodnota

Jb3

b2

361

& [K]

360

£

344 -
Y

358 1 1 | | | | | | |
o 20 40 il g oo 1200 1400 1e0 180 200

t [min]

Obr. 5.9 Porovnanie prediktivneho riadenia chemického reaktora

fuzzy modelom a s-funkciou
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Zaver

Cielom prace bolo navrhnut’ prediktivne riadenie s fuzzy modelom. Fuzzy model

bolo potrebné navrhnut’ tak, aby opisoval spravanie sa riadeného procesu.

Predmetom riadenia bol prietokovy chemicky reaktor s dvoma exotermickymi
paralelnymi reakciami. Nelinedrny model reaktora bol pouzity na ziskanie udajov
potrebnych pri navrhu fuzzy modelov. Jednou z moznosti ako ziskat' fuzzy model je
metdda Anfis. Podstatou tejto metddy je neuro — adaptivny proces ucenia, na zaklade
ktorého mozno z nameranych udajov odvodit’ parametre funkcii prislusnosti a extrahovat
bazu pravidiel. Tieto pravidla boli potrebné na navrh fuzzy modelu. Na inicializaciu fuzzy
systému boli vykuSané prikazy genfisl a genfis2. Na ilustraciu postupu navrhu fuzzy
modelu su pouzité vstupné udaje namerané pri troch skokovych zmenach na vstupe. Aby
fuzzy model lepSie vystihoval spravanie sa reaktora v celom rozsahu zmeny vstupnej
veli¢iny, boli navrhnuté fuzzy modely pre ndhodnu skokovi zmenu prietoku chladiaceho

média. Takto ziskané fuzzy modely boli aplikované pri prediktivnom riadeni.

Pri prediktivnom riadeni je mozné uvazovat' obmedzenia na vstupné a vystupné
veliiny priamo pri navrhu regulatora. Obmedzenia potrebné na nastavenie regulatora su

vysledkom analyzy chemického reaktora.

Na riadenie chemického reaktora bolo pouzité prediktivne riadenie s fuzzy
modelom. Na riadenie boli vybraté dva fuzzy modely s ndhodnym vstupnym signdlom a s
réznymi postupmi inicializacie. Prediktivne riadenie chemického reaktora pomocou fuzzy
modelov bolo porovnané s prediktivnym riadenim s modelom reaktora v tvare s-funkcie,
ktora predstavovala zaroven riadeny proces. Z porovnania vysledkov riadenia vyplyva, ze
navrhnuté fuzzy modely su pouZitel'né pre riadenie chemického reaktora. Pri riadeni s fuzzy

modelom je mozné dosiahnut’ riadenie porovnatel'né s riadenim pomocou s-funkcie.
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Priloha

A: Program na névrh fuzzy modelov fsgenfisl.fis a fsgenfis2.fis

open_system( " reaktor2%);
sim("reaktor2,300);
bdclose("reaktor2™)

%%% navrh fuzzy systemu fsgenfisl
y=data(:,1);q=data(:,2);t=data(:,3);
trnData=[t vy];

numMFs = 7;
mfType = “trimf-";
epoch_n = 1;
in_fismat = genfisl(trnData,numMFs,mfType);
writefis(in_fismat, “"identif");
a=readfis( identif");
plotmf(a, "input”,l1)
out_fismat = anfis(trnData, in_Ffismat,3);
writefis(out_fismat, "fsgenfisl™);
ew=evalfis(t,out_fismat);
figure
plot(t,y,t,ew),xlabel("t"), ylabel("y")
legend("Training Data®, "ANFIS Output*®)
ruleview(" fsgenfisl®)
surfview("fsgenfisl®)
fismat=readfis("fsgenfisl.fis");
open_system( " fslvstupskok®);
sim("fslvstupskok™,300);

%%% navrh fuzzy systemu fsgenfis2
x=[t];
out_fismat =genfis2(x,y,0.1 );
writefis(out_fismat, "fsgenfis2™);
%type gfisl.fTis
[ep,irr,orr,arr]=evalfis(x,out_Ffismat);
% save ewl.dat ew -ascii
figure
plot(t,y,t,ep);
legend("Training Data“®,“"genfis2 Output®);pause
e=ep-y;plot(t,e);legend( chyba);
ruleview("fsgenfis2®)
surfview(" fsgenfis2®)
Fismat=readfis("fsgenfis2");
type fsgenfis2.fTis
open_system( " fslvstupskok®™);
sim("fslvstupskok®,300);
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B: Program pre navrh fuzzy modelu pre viac vstupnych premennych

open_system( " reaktor2%);
sim("reaktor2,300);
bdclose("reaktor2™)
%%% navrh fuzzy systemu fis2vstupy.Tfis
y=data(:,1);q=data(:,2);t=data(:,3);
x=[t q];
trnData = [x vy];
numMFs =5;
mfType ="gauss2mf”;
epoch_n =1;
in_fismat = genfisl(trnData,numMFs,mfType);
writefis(in_fismat, "fisml™);
a=readfis("fisml");
figure
plotmf(a, "input”, 1),pause
out_fismat = anfis(trnData, in_Ffismat,3);
writefis(out_fismat, "fis2vstupy”);
a=readfis("fis2vstupy”);
figure
gensurf(a),title("povrch vystupnej fis matice, inputl=t, outpu=y~")
ytz=eval fis(x,out_Ffismat)
figure
plot(t,y,t,ytz);
ruleview("fis2vstupy™)
surfview("fis2vstupy”)
fismat=readfis("fis2vstupy”);
type fis2vstupy.fis
open_system( " fs2vstup®);
sim("fs2vstup®,300);
figure
plot(sys(:,1),sys(:,2),"m",sys(:,1),sys(:,3))
legend("s-funkcia®, "fuzzy model ")
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C: Struktura fuzzy inferenéného systému fis1.fis

[System]
Name="Tisl"

Type="sugeno”

Version=2_.0

Numlnputs=1

NumOutputs=1

NumRules=7

AndMethod="prod~

OrMethod="max"

ImpMethod="prod*

AggMethod="max"

DefuzzMethod="wtaver"

[Inputl]

Name="inputl*®

Range=[0 1000]

NumMFs=7

MF1="in1mf1l": "gauss2mf",[28.3107266762673 -50 28.3257465128799
50.0069040943852]

MF2="in1mf2" : "gauss2mf”,[28.3188486905144 116.663484992173
28.3074930130068 216.664513137207]
MF3="1n1mf3" : "gauss2mf",[28.308776294577 283.333261601732
28.3083103044292 383.33076685323]
MF4="in1mf4" : "gauss2mf",[28.3133641883646 449.997331426644
28.3099448448626 549.999399393458]
MF5="inimf5" : "gauss2mf",[28.3111657541717 616.666239482891
28.3093104483937 716.666297757372]
MF6="i1n1mf6" : "gauss2mf”,[28.3105924811801 783.333641546755
28.3099002284729 883.333291194483]
MF7="in1mf7" : "gauss2mf~,[28.3116981543795 950.000101772902
28.3107266762673 1050]

[Outputl]

Name="output*”

Range=[355.262560829816 363.651757826309]

NumMFs=7
MF1="outimfl":"linear”,[-0.0987859091891636 362.660022639765]
MF2="outimf2":"linear",[-0.0276186262293238 362.900011268389]
MF3="outimf3":"linear”,[-0.00785486714981831 361.360508732167]
MF4="outimf4~:"linear",[-0.00747007394427523 362.913649462795]
MF5="outimf5°:"linear”,[-0.00845989987546402 364.124676704438]
MF6="outimf6":"linear",[-0.00787142742924726 364.701284508065]
MF7="outlmf7":"linear”,[-0.066977854922596 422.651081829615]
[Rules]
1, 1 ()
2,2
,» 3 (1)
, 4 (1)
. 5 (1)
. 6 (1)
. 7 (D)

RPRRRRRR

70



Priloha

D: Struktira fuzzy inferenéného systému fis2.fis

[System]
Name="fis2"

Type="sugeno”

Version=2.0
Numlnputs=1

NumOutputs=1

NumRules=33

AndMethod="prod~
OrMethod="probor*
ImpMethod="min"
AggMethod="max"
DefuzzMethod="wtaver"

[Inputl]
Name="inl"

Range=[0 1000]

NumMFs=33

MF1="in1imf1":
MF2="in1mf2":
MF3="in1mf3":
MF4="in1mf4":

MF5="inimf5"

MF8="in1mf8"

"gaussmf*®, [35.3553390593274
"gaussmf*®, [35.3553390593274
"gaussmf*®, [35.3553390593274
"gaussmf®, [35.3553390593274

:"gaussmf”, [35.3553390593274
MF6="iIn1imf6":
MF7="iIn1imf7":

"gaussmf*®, [35.3553390593274
"gaussmf*®,[35.3553390593274

:"gaussmf”, [35.3553390593274
MFO="in1imf9~:

"gaussmf*®, [35.3553390593274

MF10="in1mf1l0" : "gaussmf",[35.
MF11="in1lmfl1": "gaussmf",[35.
MF12="in1lmf1l2" : "gaussmf",[35.
MF13="in1lmf1l3" : "gaussmf",[35.
MF14="in1lmfl4" : "gaussmf”,[35.
MF15="in1mf15" : "gaussmf”,[35.
MF16="i1n1mf1l6" : "gaussmf”,[35.
MF17="in1mf1l7" :"gaussmf”,[35.
MF18="in1mf18" : "gaussmf”,[35.
MF19="in1mf19" : "gaussmf”,[35.
MF20="in1mf20" : "gaussmf", [35.
MF21="in1lmf21" : "gaussmf”,[35.
MF22="in1mf22" : "gaussmf", [35.
MF23="in1mf23" : "gaussmf", [35.
MF24="in1mf24" : "gaussmf", [35.
MF25="in1mf25" : "gaussmf*, [35.
MF26="1n1mf26" : "gaussmf”, [35.
MF27="1n1mf27" : "gaussmf”, [35.
MF28="i1n1mf28" : "gaussmf”, [35.
MF29="i1n1mf29" : "gaussmf”, [35.
MF30="i1n1mf30" : "gaussmf”, [35.
MF31="in1lmf31": "gaussmf",[35.
MF32="in1mf32" : "gaussmf", [35.
MF33="in1mf33" : "gaussmf", [35.

585]
300]
76]

438]
916]
853]
368]
7371
523]

3553390593274 161]
3553390593274 987]
3553390593274 774]
3553390593274 227]
3553390593274 868]
3553390593274 664]
3553390593274 86]

3553390593274 688]
3553390593274 211]
3553390593274 296]
3553390593274 809]
3553390593274 482]
3553390593274 150]
3553390593274 467]
3553390593274 957]
3553390593274 16]

3553390593274 632]
3553390593274 248]
3553390593274 418]
3553390593274 127]
3553390593274 761]
3553390593274 644]
3553390593274 968]
3553390593274 557]
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[Outputl]

Name="outl*”

Range=[355.262560829816 363.651757826309]

NumMFs=33

MF1="outimfl":"linear"”,[137557.974857401 -89514455.8508002]
MF2="outlmf2":"linear”,[80983.2117008216 0]
MF3="outimf3":"linear”,[19535.2543784758 5259548.1070362]
MF4="outlmf4":"linear”,[2067468.98071312 -884303717.371969]
MF5="outlmf5":"linear”,[6704.81608509662 -5777362.38254004]
MF6="outlmf6":"linear”,[-19625.989138534 14968420.1776089]
MF7="outimf7":"linear”,[20543.7912922597 -6644644.0441383]
MF8="outimf8":"linear”,[41307.0000445382 -27392563.585287]
MF9="outimf9":"linear”,[396649.60980003 -212959488.607999]
MF10="outlmf10":"linear”,[-110394.427733271 0]
MF11="outlmf11":"linear",[11468.5250550199 -14105041.2175053]
MF12="outlmfl2":"linear",[-5365.7001252142 0]
MF13="outimfl3":"linear”,[-2328219.21530098 632379275.417939]
MF14="outimfl4":"linear”,[-8412.94833805371 9396144 .6132287]
MF15="outimfl5":"linear”,[10706.0291818272 0]
MF16="outimfl6":"linear”,[47704.8898500967 -9873123.49601151]
MF17="outimfl7":"linear”,[41325.0855601575 -31042276.6896261]
MF18="outlmf18":"linear”,[-1105140.12956074 45639217 .4126791]
MF19="outlmf19":"linear”,[-200639.63368028 38357219.7726618]
MF20="out1lmf20":"linear",[-10967 .5615642559 9142983.23637993]
MF21="outlmf21":"linear”,[3370150.6119932 -2170244170.7418]
MF22="outlmf22":"linear",[321453.46258722 -47780947.6483592]
MF23="outimf23":"linear”,[5186038.02940028 -1970462413.17302]
MF24="outimf24":"linear”,[130095.993477683 -95643982.4392079]
MF25="outimf25":"linear”,[4.91201057960839 1044.9468243044]
MF26="outimf26":"linear”,[130584.761876616 -71837386.4874462]
MF27="outimf27":"linear”,[-634538.506070222 241684290.793321]
MF28="out1lmf28":"linear",[554908.813088013 -142513292.913626]
MF29="out1lmf29": "linear",[120228.69039248 -2592268.4231229]
MF30="out1lmf30":"linear",[72109.8751829508 -54808592.5991328]
MF31="outlmf31":"linear”,[-25465.4731782539 0]
MF32="outlmf32":"linear",[167577.516736786 -188716376.132543]
MF33="outlmf33":"linear",[288765.132225811 -161969559.637104]

[Rules]

1,1 (@) :1 18, 18 (1) :- 1
2,2@ :1 19, 19 (1) :- 1
3,3 (@ :1 20, 20 (1) : 1
4, 4 (1) : 1 21, 21 (D) : 1
5,5 @ : 1 22,22 () -1
6, 6 (1) :1 23, 23 (D) : 1
7, 7 (D 1 24, 24 (1) - 1
8,8 () :1 25,25 () : 1
9,9 (L : 1 26, 26 (1) - 1
10, 10 (1) : 1 27, 27 (1) - 1
11, 11 (1) : 1 28, 28 (1) : 1
12, 12 (1) : 1 29, 29 () : 1
13, 13 (1) : 1 30, 30 (1) : 1
14, 14 (1) : 1 31, 31 (1) : 1
15, 15 (1) : 1 32, 32 (D) : 1
16, 16 (1) : 1 33, 33 () : 1
17, 17 () : 1
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